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Extracto: Detección de fallas e identificación es un campo de investigación 
activo en varias áreas. Hoy en día el diagnostico de fallas presenta varias 
alternativas para localizar fallas en etapas tempranas tales como técnicas 
basadas en modelos y basadas en conocimiento. De hecho hay muchos retos en 
cuanto a detección de fallas e identificación en línea. Aquí es presentada una 
estrategia para detectar fallas para escenarios con y sin fallas usando un 
observador basado en el filtro de Kalman y una red neuronal no supervisada 
como mapas autoorganizados (SOM) 
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1.  Resumen 

 
Un modelo de diagnóstico de fallas es un proceso de 

monitoreo cuyo objetivo es asegurar que las operaciones 
planeadas tengan el mínimo de fallas posibles mediante el 
reconocimiento de comportamientos anormales. La 
información no solo mantiene al operador de la planta y al 
personal de mantenimiento mejor informados, sino que los 
asiste en la toma de acciones de corrección apropiadas para 
eliminar dichos comportamientos anormales. 

La parte medular de este trabajo es la implantación de un 
algoritmo para el diagnóstico de fallas. El trabajo requiere el 
desarrollo de modelos mediante ecuaciones en diferencias por 
medio de ARMAX que resulta fundamental en la 
identificación del sistema. Análogamente el estudio del 
sistema en variables de estado es de utilidad en la creación de 
observadores y la estimación de estados por medio del filtro 
de Kalman, que ayudan a comparar el funcionamiento actual 
del sistema con el esperado, además, requiere la utilización de 
una red neuronal del tipo mapa autoorganizado (Self-
Organizing Map SOM) para hacer un diagnóstico. 
 
2.  Introducción 

 
El diagnóstico de fallas ha sido estudiado desde 

diferentes perspectivas nombradas como modelos 
cuantitativos (ecuaciones diferenciales, espacios de estados, 
funciones de transferencia etc.) y cualitativos (uso de métodos 
de inteligencia artificial).  

El trabajo se centra en la perspectiva cualitativa, varias 
alternativas para esta perspectiva de diagnóstico de fallas 
están disponibles como en el caso basado en el razonamiento 
o redes neuronales (Rengaswamy, 2001). El diagnóstico de 
fallas basadas en clasificación de parámetros necesita fuentes 

estables de información del caso de estudio así como una 
riqueza en términos de escenarios con fallas (Karpenko, 
2002). Varias rutas para clasificación pueden ser seguidas 
para la localización de fallas como las técnicas basadas en 
Clusters tales como Fuzzy C Means, Fuzzy K Means (Everitt, 
2001) o Vector Linear de Cuantificación (LVQ). Estas 
técnicas presentan características interesantes para 
autodiagnóstico una de las mas importantes es relacionado a 
clasificación multidimensional enfocada en el vector lineal de 
cuantización. De hecho, Self-Organizing Map (red SOM) 
satisface esta característica. El uso de esta técnica en 
diagnóstico de fallas ha presentado varias ventajas como lo 
muestra Jämsä-Jounela (2003). En este caso el diagnóstico de 
fallas es realizado usando SOM en conjunción con reglas 
heurísticas.   

 El objetivo de este trabajo es el diagnóstico de fallas 
con base en un modelo híbrido el cual combina redundancia 
analítica con el uso de observadores de espacios de estados, e 
inteligencia artificial con el uso de una red neuronal tipo 
SOM.  
 
Redes Neuronales SOM 

Las redes SOM basan su entrenamiento en un 
aprendizaje no supervisado (no recibe información del 
entorno). El objetivo de la red es encontrar regularidades o 
clases en los datos de entrada, y modificar sus pesos para ser 
capaz de reconocer estas regularidades es decir estima una 
función de densidad de probabilidad p(x) que describe la 
distribución de patrones x en el espacio de entrada Rn. Cada 
neurona utiliza como regla de propagación una distancia de su 
vector de pesos sináptico al patrón de entrada. Otros 
conceptos importantes que intervienen en el proceso de 
aprendizaje son los conceptos de neurona ganadora y 
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vecindad de la misma. Un algoritmo de aprendizaje muy 
usado con este tipo de redes es el algoritmo de Kohonen.  

El propósito de SOM de Kohonen es capturar la 
topología y distribución de probabilidad de datos de entrada 
(Kohonen, 1989 y Hassoum, 1995) (Fig. 2.1).  

 
Figura 2.1 Topología de red SOFM 

Primeramente, una topología de mapa autoorganizado es 
definida como una rejilla rectangular (Nelles, 2000) (Fig. 
2.2). Aunque diferentes tipos de rejillas pueden ser usados 
como la rejilla triangular. La función de vecindad con 
respecto a una rejilla rectangular es basada en funciones 
Gaussianas bidimensionales mostradas en la ecuación 2.1. 

 
Figura 2.2 Rejilla rectangular Indexada 
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Donde i1 y i2 son los índices de cada neurona. σ es la 
desviación estándar de cada distribución Gaussiana. La 
distribución determina en que modo las neuronas vecinas a la 
neurona ganadora son modificadas. Cada neurona tiene un 
vector de pesos (wi 

j) que representa de que modo este es 
modificado por una entrada actual. h(i1,i2) es la representación 
Gaussiana que permite la modificación de las neuronas 
vecinas. La función bidimensional permite a la matriz de 
pesos ser actualizada en una forma global en vez de solo 
actualizar el vector de pesos asociado con la neurona 
ganadora. 

Un producto interno es realizado entre la matriz de pesos 
W y vector de entrada (I) para definir la neurona ganadora. 
Habiendo calculado este producto, el valor máximo es 
determinado por la comparación entre cada escalar del vector 
resultante. Este valor es declarado como ganador en la técnica 
llamada “El ganador toma todo” (winner take all) (Haykin, 
1994). El índice bidimensional relacionado es calculado para 
determinar en que modo la matriz de pesos es modificada. El 
proceso de actualizar la matriz de pesos es establecido como 
en la ecuación 2.2 

( ) ( )old
j

old
j

new
j wIiihww −+= *,* 21η       (2.2) 

Donde η representa la constante de aprendizaje que es un 
parámetro de aprendizaje. Finalmente, I representa el vector 
de entrada actual. 

  
Introducción al Filtro de Kalman 

El filtro de Kalman se desarrolla en el marco de la teoría 
moderna de control, y esta adaptado a la utilización de 
procesos digitales (Ljung, 1996). El algoritmo del filtro de 
Kalman se describe a continuación: 

Consideremos una planta discreta 
x(k+1) = A(k)x(k) + B(k)u(k) + G(k)w(k)       (2.3) 

Donde x es el vector de estado a estimar, u es el vector de 
control y con mediciones: 

y(k) = C(k)x(k) + v(k)                (2.4) 
Donde el ruido del proceso w(k) y el ruido de medición v(k) 
son secuencias aleatorias de media cero, esto es: 

E{w(k)} = E{v(k)} = 0 
No presentan correlación en el tiempo, es decir ruido blanco, 
ello es: 

E{w(i)wT(j)} = E{v(i)vT(j)} = 0 si i≠ j 
Y tienen covariancias o niveles de ruido iguales a 

E{w(k)wT(k)} = Q(k) E{v(k)vT(k)} = R(k) 
Donde las matrices de covariancia Q y R son simétricas y 
positivas semidefinidas. Las matrices A, B, G, C, Q y R son 
conocidas en todo momento. Así mismo, el vector u de 
control es conocido. 

Suponiendo que sin usar la medición actual y(k), se tiene 
un estimado del estado al momento de la medición, al cual 
denotaremos mediante xp(k). El problema que resuelve el 
filtro de Kalman es cómo actualizar dicho estimado basados 
en las mediciones actuales. Se demuestra que la solución 
viene dada en forma recursiva mediante la ecuación: 

xe(k) = xp(k) + L(k)[y(k) - C(k)xp(k)]           (2.5) 
donde la matriz L(k) es conocida como la ganancia de Kalman 
y varía en cada periodo de muestreo mediante 

L(k) = P(k)CT(k)R-1                         (2.6) 
donde P(k) es la matriz de covariancia del error del estimado 
tras las mediciones, es decir del error de xe(k). Esta viene 
dada por la ecuación: 

P(k)=M(k)-M(k)CT(k)[C(k) M(k)CT(k)+R]-1C(k)M(k)  (2.7) 
Donde la matriz M(k) es la matriz de covariancia del 

error del vector xp(k) y se calcula de manera recurrente 
mediante: 

M(k+1) = A(k)P(k)AT(k) + G(k)Q(k)GT(k)       (2.8) 
El vector xp también se calcula de manera recurrente 

mediante la ecuación: 
xp(k+1) = A(k)xe(k) + B(k)u(k)                 (2.9) 

El filtro de Kalman se calcula para cada periodo de 
muestreo evaluando las ecuaciones (2.5 a 2.9). 

Las ecuaciones que constituyen el filtro minimizan el 
error de estimación y se obtienen haciendo una optimización 
por cuadrados mínimos 

Las ecuaciones (2.8) y (2.9) constituyen lo que se 
denomina actualización en tiempo o la propagación en el 
tiempo y se pueden calcular antes del siguiente muestreo.  

Las ecuaciones (2.6) y (2.7) se conocen como la 
actualización por la medición y se realiza inmediatamente 
después de tomar las observaciones y(k). 
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3. Algoritmo Propuesto 
 

El modelo de diagnóstico propuesto en este documento 
involucra la utilización de un observador y una red neuronal 
SOM conectados como se muestra la figura 3.1. El algoritmo 
involucra dos etapas, la primera se realiza fuera de línea, esto 
es la obtención de una base de datos del comportamiento 
entrada – salida del caso de estudio, obteniendo escenarios 
con y sin fallas que sirven para la creación del observador y el 
entrenamiento de la red neuronal SOM. La segunda etapa se 
realiza en línea y consiste en proporcionar a la red SOM 
información del sistema para evaluar su comportamiento. 

 
Figura 3.1 Diagnóstico de fallas. 

 
 
4. Caso de Estudio 
 
Identificación de la Planta. 

Basándonos en que el algoritmo de Detección y 
Diagnóstico de Fallas tiene como objetivo detectar aquellos 
comportamientos anormales del sistema que no sean 
atribuibles a desviaciones producidas por la sensibilidad del 
sistema al ruido. Las estructuras que más se adecuan a este 
propósito son los modelos de tipo ARMAX (estructuras para 
la estimación de parámetros en ecuación de diferencias). 
Estas estructuras nos proporcionan cierta robustez en el 
modelo, convirtiéndolas en estructuras adecuadas por su 
tolerancia a las desviaciones de los resultados atribuibles a 
ruido (Ljung, 1996). 

Las estructuras parten de la obtención  de un modelo 
matemático a partir del modelo físico cuyos parámetros son 
obtenidos por medio de ARMAX. El modelo matemático es 
el siguiente: 

Sean fM (fuerza de masa inercial), fB (fuerza de fricción 
cinética) y fmotor (fuerza del motor en función del su par [T]) 
fuerzas cuyas leyes describen el comportamiento de la masa 
M. De acuerdo con la tercera ley de Newton establecemos 
que:  

( ) ( )
( ) ( )

( ) ( , )
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B
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f t Mx t
f t Bx t
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=
=

=

               (.) 0f =∑  

Sintetizando y sustituyendo, siendo x(t) la variable de 
desplazamiento función del tiempo. 

( ) ( ) ( ) 0M B motorf t f t f t+ − =  

1( ) ( ) ( , )Bx t x t f T t
M M

+ =  

El modelo del sistema debe incorporar como entrada la 
frecuencia del tren de pulsos que excita al motor, y como 
salida el desplazamiento consecuencia del movimiento 
traslacional de la masa de carga. Entonces Frecpulso es la 
frecuencia del tren de pulsos y la fuerza lineal del actuador f 
de la forma fmotor = f(Frecpulso). 

motor motorf kT=            ( ) ( )pulso friccion pulsoT J f f fθ θ= +  
El par motor es una función dependiente del momento de 

inercia J y la aceleración angular θ , así como de la fricción  f 
y la velocidad angular θ . 

El modelo de identificación obtenido es el siguiente: 
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Los parámetros a1 a2 b1 son establecidos en la estimación 
de parámetros ARMAX. La estructura básica al ser manejada 
en tiempo discreto se convirtió a variables de estado 
quedando como la ecuación 4.1: 
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1 2 1( ) ( 1) ( 2) ( 1)y t a y t a y t b u t− − − − = −  (4.1) 
El sistema dinámico en estudio es un sistema mecánico 

compuesto esencialmente por dos elementos: un actuador 
lineal, el cual es un transductor de un par motor a un 
desplazamiento longitudinal y una masa de carga. El actuador 
es un motor a pasos modificado, el cual es controlado 
mediante un tren de pulsos. El desplazamiento de la masa es 
medido mediante un LVDT (linear voltage transformer) que 
es un sensor de desplazamiento longitudinal de respuesta 
lineal y con un principio de funcionamiento de carácter 
electromagnético. Tanto las señales de control del motor 
como el voltaje entregado por el sensor LVDT son procesadas 
en una computadora personal a través de una tarjeta de 
adquisición de datos en tiempo real y bajo un ambiente 
gráfico en MATLABTM. 

Un canal A/D de la tarjeta de adquisición de datos recibe 
la señal analógica del sensor LVDT, la tarjeta la digitalizada y 
registra como el desplazamiento longitudinal del eje del 
motor. 

El diagrama esquemático del sistema dinámico que 
incluye el sensor, actuador y la carga conectados a la 
computadora personal se muestra en la figura 4.1. 
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Figura 4.1 Sistema dinámico global 

Determinada la estructura se realizan los experimentos 
necesarios para la obtención de información necesaria para 
determinar los parámetros a1 a2 b1 involucrados. Esto se logra 
caracterizando los elementos del sistema por separado y luego 
en su conjunto. Los elementos involucrados en el sistema son 
el sensor LVDT y el Actuador motor a pasos, los 
experimentos permiten verificar las especificaciones del 
fabricante, respuestas del elemento al ruido (transitorios) a 
una entrada escalón y experimentos de respuesta a entradas 
variables en el tiempo. El sensor se caracteriza primero 
estableciendo una relación entre el desplazamiento de su eje y 
la señal en volts entregada. Con esta caracterización se 
comprueba la linealidad en la respuesta del sensor a los 
desplazamientos longitudinales (Gráfica 4.2),  una vez 
caracterizado el sensor se utilizó este para realizar la 
caracterización del motor. 
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Gráfica 4.1 Linealidad del LVDT. 

En la caracterización del motor se realizaron diversas 
pruebas entre ellas la más importante es la respuesta en 
frecuencia. Con esta caracterización se obtienen la frecuencia 
máxima y mínima de operación. Para la obtención de los 
datos se mide el tiempo que tarda el eje en desplazar al núcleo 
del sensor dos pulgadas. Se obtiene la frecuencia media para 
diferentes frecuencias y comparando los resultados con los 
obtenidos con cálculo directo. Esta caracterización da como 
resultado que el motor es lineal en el rango de 50 a 300 Hz 
(Gráfica 4.3). 
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Gráfica 4.3 Respuesta ideal vs experimental del motor. 

Una vez obtenidas las relaciones de entrada-salida de los 
elementos involucrados en el sistema, se expande el estudio a 
un nivel de interdependencia de los elementos para obtener 
así las relaciones de entrada-salida de los elementos como 
sistema, es decir del caso de estudio. 

La caracterización del sistema consiste en un 
experimento muy simple: se excita al sistema mediante un 
tren de pulsos cuya frecuencia se manipula de forma aleatoria 
siempre dentro del intervalo de respuesta lineal obtenido para 
el motor. La respuesta a estos cambios es completamente 
perceptible, ya que la capacidad de respuesta a un cambio en 
distancia del sensor, es considerablemente mayor a la 
capacidad de respuesta del actuador (motor). La 
caracterización del sistema permite obtener la respuesta del 
sistema a un patrón de entrada tipo (Gráfica 4.4). 
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Grafica 4.4 Patrón de entrada tipo y patrón de salida.  
Con la información reunida de la caracterización del 

sistema, y desarrollado el algoritmo que nos permite 
determinar el valor de los elementos del vector θ. Se elabora 
una matriz de vectores de regresión a partir de la cual el 
algoritmo recursivo de la pseudoregresión determina el valor 
de los parámetros contenidos en el vector θ. Se desarrolla el 
cómputo de los datos obteniendo los siguientes resultados: 

]3196.0  ,017.0  ,025.0  ,0008.0  ,0016.0[ −−=θ  
A partir de los resultados obtenidos, el modelo ARMAX 

que describe al sistema queda descrito mediante la ecuación  

)2(3196.0)1(017.0)()1(025.0
)2(0008.0)1(0016.0)(

−+−−+−
=−+−−

tetetet
tytyty

    (4.2) 

 
Estimación de estados por medio del Filtro de Kalman.  

La diferencia fundamental en la estimación de estados 
respecto a la estimación de parámetros, radica en que las 
magnitudes a estimar varían en el tiempo, lo cual hace que la 
solución sea más compleja. Con la estimación de las variables 
de estado se pueden observar comportamientos anormales en 
la obtención de errores entre la estimación de la salida en 
variables de estado y la salida medida. 

El modelo obtenido anteriormente es necesario 
transformarlo en su equivalente en variables de estado para 
determinar la ganancia del filtro de Kalman.  

Descripción en variables de estado: 
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A,B,C y Γ son conocidos donde el objetivo del filtro de 
Kalman es el de estimar los estados x basados en las k 
observaciones. Con esta información se pude establecer un 
procedimiento de programación para realizar el cálculo de los 
estados x. La estructura del algoritmo de estimación que 
realiza el cálculo de la ganancia del filtro de Kalman se indica 
a continuación: 

Inicio 
Asignar valor inicial a )0|0(P ; 
Para k= 0 hasta k = N hacer: 

Calcular )|1( kkP +  
Calcular )1( +kL  
Calcular )1|1( ++ kkP  

Terminar 
Realizándose el cálculo computacional se obtiene la 

ganancia del filtro de Kalman inicial para la planta propuesta: 
L = [0.056] 

 
Implementación de la Red Neuronal SOM para 
Diagnóstico. 

El algoritmo para realizar la red neuronal se simplifica en 
el cuadro siguiente que realiza el análisis de los elementos 
básicos de la red. 
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Donde i(x) es la neurona ganadora y Λi(x) es la vecindad 
de dicha neurona. 

El esquema anterior es un esquema fundamental a partir 
del cual se trabajan los algoritmos para la programación de la 
red neuronal. 

El primer algoritmo es la propagación de la señal donde 
se obtiene la norma dado un patrón de entrada y el vector de 
pesos asociado a la neurona. Este algoritmo debe repetirse 
tantas veces como neuronas existan para cada patrón. Una vez 
obtenida la norma, el siguiente paso consiste en evaluar la 
norma para determinar la neurona ganadora.  

Los procesos de aprendizaje y entrenamiento involucran 
primero la actualización de los pesos alrededor de la neurona 
ganadora (vecindad). Es necesario un algoritmo que 
determine el tamaño de dicha vecindad, para ello se definen 
vecindades cuadradas las cuales disminuirán conforme el 
proceso de entrenamiento de la red avanza.  

Determinadas las neuronas que pertenecen a una 
vecindad, el siguiente paso es actualizar los vectores de pesos 
asociados a dichas neuronas mediante la ecuación 4.3. Y la 
posterior disminución de la vecindad hasta que solo los pesos 
de la neurona ganadora sean actualizados. 

La función de actualización establece que todos los 
vectores de pesos a actualizar (que están dentro de la 

vecindad) son influidos de la misma forma por la función 
)()( nxiΛ , que es la función de vecindad topológica, tomando 

un valor máximo.  

( )( 1) ( ) ( ) ( )[ ( ) ( )]j j ji x jw n w n n n x n w nη π+ = + −  

donde   
2

2exp
2

ji
ji

d
π

σ
 

= −   
                   (4.3) 

Finalmente el proceso de entrenamiento involucra la 
repetición de los algoritmos anteriores para todos los patrones 
de entrenamiento y un proceso de estabilización de los pesos 
en el cual se repite el entrenamiento para todos los patrones 
donde cada ciclo de entrenamiento es denominado una época 
y en cada época los parámetros de la función de actualización 
son modificados  

En el proceso de entrenamiento primero se analizan los 
resultados al reorganizar la matriz de pesos Wfin para 
entradas simples y conocidas como: un seno y un tren de 
pulsos. La importancia de observar estos resultados radica en 
que los resultados esperados en la matriz Wfin pueden ser 
predecibles, como consecuencia, se pueden detectar fallas en 
los procesos de aprendizaje de la red que conducirían a una 
mala interpretación de los escenarios en el modelo de 
diagnóstico de fallas. 
 
5. Resultados 

 
El último paso de la evaluación, consiste en integrar 

todos los elementos (planta, observador y red neuronal) en el 
esquema de diagnóstico de fallas descrito en la Figura 3.1. 
Observando el comportamiento del sistema y el resultado de 
la red neuronal como función evaluadora de escenarios. El 
resultado esperado es la obtención de patrones definidos y 
estables para cada uno de los escenarios entrenados, sean 
estos fallas o no. 
 
Diagnóstico con un Escenario sin Fallas. 

La primera evaluación del sistema fue en condiciones de 
operación normales. La entrada u(t) del sistema es de tipo 
senoidal y a sido previamente entrenada. El resultado se 
observa en la Gráfica 5.1 donde se aprecia visiblemente un 
patrón con periodo igual al de la señal de entrada por lo que el 
comportamiento es el deseado. 

 

 
Gráfica 5.1 Patrón de comportamiento normal del sistema. 

 
Diagnóstico de Fallas con un Escenario sin Fallas. 

El siguiente paso consiste en evaluar el comportamiento 
sometiendo al sistema a una falla de truncamiento en 
amplitud. La Gráfica 5.2 corresponde a la salida de la red 
neuronal en función de diagnóstico. El diagnóstico tiene 
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como base la matriz de pesos Wfin representada en la Gráfica 
5.3. La falla ocurre en el tiempo t = 1500 y se observa como 
existe un cambio en el patrón de salida de la red. De esta 
forma resultan claramente identificables los dos escenarios, 
antes y después de la falla por lo que el diagnóstico del 
sistema es acertado. 

 
Gráfica 5.2 Patrones del escenario normal y la falla. 

 
Gráfica 5.3 Resultado del entrenamiento. Matriz de pesos. 

Finalmente la última evaluación corresponde al 
diagnóstico de fallas diversas. El sistema es sometido a dos 
tipos de falla consecutivas: primero un truncamiento en 
amplitud y posteriormente un desfasamiento en tiempo. La 
señal de entrada al sistema u(t) es de tipo senoidal y la salida 
y(t) afectada por las fallas se muestra en la Gráfica 5.4. La 
secuencia es la siguiente: comportamiento normal de t=0 a 
t=300, falla de amplitud de t=301 a t=600, corrección de la 
falla y comportamiento normal de t=601 a t=900 y 
finalmente una segunda falla de desfasamiento de t=901 a 
t=1200. 

El resultado del diagnóstico efectuado por el sistema se 
muestra en la Gráfica 5.5 donde claramente se distinguen los 
tres escenarios propuestos en la secuencia descrita para la 
variable de salida y(t). Este resultado concluye de manera 
satisfactoria la evaluación del sistema de diagnóstico de 
fallas. 

 

 
Gráfica 5.4 Salida ( )y t consecuencia de dos fallas. 

 
Gráfica 5.5 Patrones de salida del diagnóstico. 

 
6. Conclusiones 

 
Este trabajo ha presentado una forma de localizar fallas 

basado en un observador y una red SOM, donde la salida 
deseada del sistema es comparada con la salida de la planta. 
Con el error, la entrada y las salidas (deseada y obtenida) la 
red neuronal SOM realiza el diagnostico y da un patrón de 
comportamiento para cada tipo de falla. 

Una de las ventajas que tiene utilizar esta técnica esta en 
el modelo ARMAX modelo apropiado de la planta con 
características adecuadas en el manejo de los ruidos. 

Otra de las ventajas esta en el uso de un observador pues 
es más rápido detectar cambios en el comportamiento de la 
planta y por consiguiente un diagnostico en menor tiempo. 

Una de las desventajas en el uso de la red neuronal SOM 
es la manera en que los datos deben de ser introducidos en le 
algoritmo de aprendizaje para la red tenga un ordenamiento 
de los pesos adecuado. Los patrones deben ser claramente 
diferenciables entre si y característicos. 
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